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RESUMO
Recsys.jl: Um framework para geracao e avaliacao de listas de recomendagao
Jones Marques Augusto

Fevereiro/2016

Orientador: Filipe Braida do Carmo, M.Sc.

O acelerado crescimento e a grande variedade de informacao disponivel na Web
somado a rapida introducao de novos servicos de e-business frequentemente deixa
os usuarios em uma situacao desconfortavel ao tomar decisoes. A multiplicidade de
escolhas em vez de produzir beneficios, diminui o seu bem-estar. Nesse contexto
surgiram os sistemas de recomendacao, responsaveis por filtrar a maior parte das
informacoes e sugerir através de recomendagoes personalizadas, utilizando diversas

técnicas para isso.

Um dos grandes problemas para quem comega a estudar a area de sistemas de
recomendacao € a necessidade de reimplementar os algoritmos classicos da literatura
para usé-los em suas pesquisas, esse fato acaba tomando muito tempo do pesquisa-
dor. Utilizar frameworks com esses algoritmos ja implementados normalmente é a

saida mais facil.

Este trabalho tem como objetivo implementar um framework que seja capaz
de receber e testar diferentes algoritmos de recomendagao, assim como prover ao
usuério algumas técnicas previamente implementadas. Este framework deve ser de
facil utilizacao e eficiente, pois sera na grande maioria das vezes utilizado para fins

educacionais.
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ABSTRACT
Recsys.jl: Um framework para geracao e avaliacao de listas de recomendagao
Jones Marques Augusto

Fevereiro/2016

Advisor: Filipe Braida do Carmo, M.Sc.

The rapid growth and the wide variety of information available in the web coupled
with the rapid introduction of new e-business services often left users in an awkward
situation when making decisions. The multiplicity of choices, instead of producing
benefits diminish their well-being. In this context came the recommendation systems,
responsible for filtering most of the information and suggest just what the user wants,

using various techniques to do so.

A major problem for those who begins to study the recommender systems area is
the need to redeploy the literary classics algorithms to use them in their research,
this fact end up taking a long time researcher. Use frameworks with those algorithms

already implemented is usually the easy way out.

This work aims to implement a framework that is able to receive and test diffe-
rent recommendation algorithms, as well as provide the user with some previously
implemented techniques. This framework should be user-friendly and efficient as it

15 1n most cases used for educational purposes.
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Capitulo 1

Introducao

1.1 Motivacao

Um sério problema acontece dentro da Wold Wide Web (WWW), o ntmero
incrivelmente grande de informagao contido em milhoes de paginas. Em janeiro
de 2016, o nimero de péaginas ja chegava em 47 bilhoes (WORLDWIDEWEBSIZE]
2016)). Com essa quantidade de informagao acaba sendo impossivel filtrar e absorver

um contetddo que seja realmente ttil.

Nesse contexto, na década de 90 (no auge da explosao da internet) surge a area
de sistemas de recomendagao com intuito de auxiliar seus usuéarios a lidar com a
enorme quantidade de dados a que sao expostos através recomendagoes personali-
zadas de contetidos ou servigos. Diversas empresas tem seus principais diferencias
competitivos nesse tipo de tecnologia, destacam-se a Amazon[l| com livros e Netfliaf]

com filmes.

A recomendacao é comum a qualquer pessoa e pode ser observada no dia a dia.
Ao entrarmos em uma loja de roupas por exemplo, assim que um dos vendedores
nota o seu interesse por alguma das pegas, este ja lhe oferece algumas outras que

sejam parecidas ou se adequem ao seu gosto baseado na sua primeira escolha. Com

'http://www.amazon.com/
2http://www.netflix.com/
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isso uma grande parte de produtos pode ser filtrada, sem a necessidade de que se

olhe todo o resto da loja.

Assim também se comportam os sistemas de recomendagao. Com base nos gostos
de seus usuarios, ou seja, nas preferéncias que os usuarios tenham sobre alguns itens
especificos o sistema de recomendacao pode predizer quais os itens que o usuario
ainda nao tenha consumido, mas que provavelmente gostaria de consumir. Na litera-
tura podemos encontrar diversas abordagens para essa recomendagao, por exemplo
os sistemas de recomendagao baseados em filtragem colaborativa (Goldberg et al.,

1992).

Os sistemas de recomendagao baseados em filtragem colaborativa sao de facil
entendimento por terem uma ligacao direta com o que acontece no dia a dia. Suas
recomendacoes sao feitas utilizando as preferéncias explicitas dos usuéarios sobre
os itens, identificando itens avaliados em comum entre os usuérios, ou usuarios
comuns entre itens. Porém existem limitagoes nessa abordagem, pois normalmente
a quantidade de notas dadas pelos usuérios sao poucas se comparadas a quantidade

de usuarios e itens dentro do sistema (Adomavicius and Tuzhilin|, 2005]).

Atualmente muitos frameworks tem se proposto a auxiliar usuarios iniciantes
na area de sistemas de recomendacao, trazendo ferramentas ou mesmo algoritmos
classicos ja implementados. Esses frameworks devem seguir algumas caracteristicas
especificas, como ser desenvolvido em uma linguagem de alto nivel para que haja uma
maior abstracao das técnicas implementadas, assim como um melhor entediamento

do c6digo em si.

Porém ao fazer isso, nao se pode perder performance. Muitas linguagens de
programacao ao criarem abstragoes para facilitar seus usuérios acabam sacrificando a
performance de seus programas. Ao passo que sistemas de recomendagao geralmente
trata problemas que em sua grande maioria necessita de respostas em um curto

espago de tempo, a rapidez na execugao também deve ser uma prioridade.

Este trabalho tem como objetivo propor um framework seguindo os preceitos

citados anteriormente. Voltado para um contexto educacional, de modo a fazer um
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usuario inciante avancgar nos estudos da area de sistemas de recomendacao.

1.2 Organizacao

Essa monografia esta organizada da seguinte maneira:

Capitulo 2 traz uma visao geral da fundamentagao tedrica utilizada no trabalho.

Abordando temas como sistemas de recomendagao e suas classificagoes;

Capitulo 3 apresenta o framework proposto, sua arquitetura, ferramentas e al-

goritmos implementados.

Capitulo 4 mostra uma a metodologia utilizada para realizacao dos experimentos

e seus resultados, de modo a validar sua eficiéncia e corretude.

Por fim, no capitulo 5 é apresentado a conclusao do trabalho seguido pelas refe-

réncias bibliograficas deste trabalho.



Capitulo 2

Fundamentacao Teoérica

2.1 Sistemas de Recomendagao

E facilmente observavel a dificuldade encontrada pelas pessoas em tomar deci-
soes, seja na compra de um produto ou em uma simples escolha de um filme para
assistir. Esse problema foi agravado com a expansao da Internet e o inicio do co-
mércio eletronico, visto que as possibilidades de escolhas agora sao praticamente

infinitas.

O acelerado crescimento e a grande variedade de informacao disponivel na Web
somado & rapida introducao de novos servicos de e-business frequentemente deixava
os usuarios em uma situacao desconfortavel ao tomar decisoes. A multiplicidade
de escolhas, em vez de produzir beneficios, diminuia o seu bem-estar. Na verdade
a escolha, com sua implicagao de liberdade, autonomia, e autodeterminacao, pode
se tornar excessiva, criando um senso de liberdade opressiva que pode levar ao

descontentamento do usuario. (Ricci et al., |2011)

O ato de recomendar itens é algo comum ao ser humano e é uma das maneiras de
solucionar o problema de escolha acima descrito, pessoas que precisam adquirir algo
novo normalmente recorrem a alguém para o ajudar com sugestoes, por exemplo,
na compra de um livro. Sistemas de Recomendagao sao técnicas e ferramentas de

software que oferecem sugestoes de itens uteis a um usuério. As sugestoes se referem
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a diversos processos de decisao, como a compra de itens, a leitura de noticias online

ou mesmo a visualizagao de videos. (Ricci et al., 2011)

Essa logica é aplicada pelos sites que oferecem algum tipo de servigo para seus
usuarios, por exemplo o Youtubeﬂ famoso site de streaming de videos, o site tem em
sua posse todo o histérico de movimentagao dos seus usuérios, e este pode sugerir
um video de comédia para um usuario que na grande maioria das vezes acessou a

péagina para assistir videos de comédia ou semelhantes.

O primeiro sistema de recomendacao proposto foi o Tapestry (Goldberg et al.
1992)), que utilizava algoritmos de filtragem colaborativa (collaborative filtering),
ou seja, suas sugestoes baseiam-se nas similaridades de um usuério ativo para com
os outros usuarios. O sistema sugere apenas itens que os usuérios mais similares
tenham consumido. Tinha como objetivo a selecao de e-mails, através de regras

(filtros) definidas pelo usuério.

Embora o estudo de sistemas de recomendagcao seja relativamente novo em com-
paracao com pesquisas sobre outras ferramentas e técnicas de sistemas de informacao
classicas, como banco de dados ou motores de buscas, e tenha emergido como uma
area independente de pesquisa em meados dos anos 1990 (Ricci et al [2011). Re-
centemente o interesse por sistemas de recomendacao aumentou drasticamente e seu

uso pode ser notado em diversos sistemas online, como AmazonP}, Last.fm[}], Netfliaf!]

(Adomavicius and Tuzhilin) 2005) descreveu o problema de recomendagao como:
Dado os conjuntos U de todos os usuarios e I de todos os possiveis itens a serem
recomendados, como exemplo livros, musicas ou videos. Dado r a funcao de utilidade
que quantifica a importancia de um item i para o usuério u, i.e, v : U x I — R,
onde R € N ou R € R, é o conjunto de preferéncia do usuario pelo item. Entao,
para cada u € U, é escolhido o item ¢’ € I que maximiza a funcao utilidade r.

Vu e U, i, = arg max r(u, ).
AS

'http://www.youtube.com/
2http://www.amazon.com/
3http://www.lastfm.com/
‘http://www.netflix.com/
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O problema central dos sistemas de recomendagao é o fato da fungao de utilidade
r geralmente nao ser definida em todo espago U x I, mas s6 em um subconjunto deste.
Em sistemas de recomendacgao, a funcao utilidade ¢ representada pelas avaliagoes
de itens por usudario e é inicialmente definida apenas sobre os itens anteriormente

avaliados pelos usuarios.

A tabela ¢ um exemplo de uma matriz usuario-item para recomendacao de
filmes cuja funcao utilidade é definida pelas notas dadas pelos usuarios aos filmes
assistidos por eles, que assumem valores de 1 a 5. O simbolo () significa que a relacao
usuario-item ainda nao existe, ou seja, o usuario ainda nao deu uma nota para o
item. Portanto, o sistema deve ser capaz de estimar essas notas de forma a oferecer

boas recomendacgoes baseadas nas predigoes.

Titanic Poderoso Chefao Matrix

Elaine 4 0 3
Gabriel 4 5) 5
Lucas 0 5 0

Tabela 2.1: Fragmento de uma matriz de notas de um sistema de recomendacao de

filmes.

Existem duas abordagens possiveis para estimar a preferéncia de um usuéario por
um item que nao esta explicitado. A primeira é utilizando heuristicas para definir a
funcgao utilitaria f. O segundo método ¢ a utilizagao de uma fung¢ao que minimiza
algum critério de desempenho, como exemplo a raiz quadrada da média do erro

(RMSE). (Adomavicius and Tuzhilin), 2005)

Uma vez que todas as relagoes usuario-item desconhecidas sao estimadas utili-
zando alguma das duas abordagens citadas acima, uma forma de fazer a recomen-
dacao de um item para um usuario pode ser feita selecionando o item com o valor
estimado de maior significado, por exemplo a maior nota, para ser recomendado para
o usuario. Podendo também ser recomendado os N melhores itens para o usuario,

esta técnica é denominada TopN. (Adomavicius and Tuzhilin|, 2005)

Ricci et al| (2011) apresenta uma taxonomia de seis diferentes classes de abor-
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dagens de recomendagao:

e Baseada em Contetdo: O sistema recomenda itens que sao semelhantes aos

que o usuario gostou no passado;

e Filtragem Colaborativa: O sistema recomenda a partir dos itens consumidos
pelos outros usuarios similares, ou seja, com perfis de preferéncias parecidos

com O usuario;

e Demografico: Este sistema recomenda itens com base no perfil demografico do

usuario;

e Baseada no conhecimento: O sistema recomenda itens com base no conheci-
mento de dominio sobre como o item satisfaz as preferéncias do usuario, ou

seja, como o item ¢é tutil para o usuario;

e Baseada na comunidade: Este sistema recomenda itens com base nas prefe-

réncias dos “amigos” do usuéario;

e Abordagens hibridas: Estes sistemas combinam as abordagens mencionadas

acima.

2.2 Abordagem de Recomendagao

Nesta secao sera explicada, em maior nivel de detalhamento a abordagem mais
utilizada de sistemas de recomendagao (Filtragem Colaborativa), assim como seus

algoritmos.

2.2.1 Filtragem Colaborativa (Collaborative Filtering)

A filtragem colaborativa utiliza as informacoes e preferéncias de pessoas pareci-
das para fazer suas recomendacoes. E a abordagem mais utilizada e se assemelha
bastante ao que as pessoas fazem normalmente, buscar pessoas com gostos parecidos
com o seu para lhe recomendar algo, ou mesmo quando um item se torna popular

por troca de informacoes entre pessoas, o famoso “boca a boca”.
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A ideia central é saber o quao similares sao seus usuarios, para que se possa reco-
mendar baseado nas escolhas dos usuérios que estejam em um dado perfil especifico.
Mais formalmente falando, podemos encontrar um subconjunto V' de usuarios simi-
lares que tenham explicitado uma nota em um dado item 7. Supondo um usuario
u que pertenca a esse perfil de usuérios, podemos afirmar que a nota dele sobre o

item 7 serd dada pelas notas dadas pelo grupo V' para o mesmo item 1.

A filtragem colaborativa tem uma grande vantagem, ela diminui a chance de
ocorrer somente recomendagoes de um mesmo estilo de item, por exemplo apenas
um estilo de filme. Isso faz com que seus usuérios recebam itens diversificados,
aumentando assim as chances de uma predicao interessante para o usuario, ou seja,

aumentando a serendipity. (Ge et al., 2010)

Os sistemas de recomendagao geralmente utilizam grandes bases de itens, tor-
nando assim a matriz usuario-item muito esparsa, diminuindo a qualidade e o de-
sempenho da recomendacao, visto que o desempenho e a qualidade esta diretamente

relacionada com a esparsidade da matriz. (Linden et al., 2003)

Com a esparsidade dos dados também aparece o problema chamado Cold-starter,
que é a entrada de novos usuarios ou itens no sistema, tornando dificil encontrar
um conjunto de usuérios similares, impossibilitando a recomendacao de algum item

para esse usuario. (Schein et al., 2002)

Uma abordagem muito utilizada para contornar os problemas descritos acima
¢ utilizar alguma técnica de reducao de dimensionalidade como a decomposicao
de valores singulares (SVD) para lidar com a esparsidade e com isso fazer boas

recomendagoes. (Ricci et al., [2011))

De acordo com |Adomavicius and Tuzhilin (2005) os algoritmos usados em filtra-
gem colaborativa podem ser agrupados em duas classes gerais: Baseado em memoria

(Memory-based) e baseado em modelo (Model-based).
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2.2.1.1 Baseado em memoria

Sao heuristicas que fazem previsoes de nota com base em toda a colecao de
itens previamente avaliado pelos usuarios. Para expressar o valor desconhecido de
uma classificacao r.s para um usudrio ¢ e um item s ¢ normalmente computado
o agregado das notas dos outros usuérios (geralmente os N mais similares) para o

mesmo item s. (Adomavicius and Tuzhilin, 2005))

Tes = agr T s
ceC

Onde C' representa o conjunto dos N usuarios mais similares ao usuério c e
que tenham explicitado uma nota para o item s. Uma maneira simples de fazer a

agregacao das notas pode ser vista a seguir:

1
Tes = N E Ter s

el

Porém, a abordagem mais comumente utilizada é a da soma ponderada:

Tes = k Z sim(c, ) X Ty
del
Onde k é geralmente dado por k& = 1/ %, _x [sim(c, ¢')| servindo como um
fator de normalizacao. Diferentes aplicagoes podem utilizar suas préprias medidas

de similaridade, desde que seus calculos sejam normalizados usando o fator k.

A similaridade entre os usuario ¢ e ¢/, sim(c, ), é basicamente uma medida de
distancias e é usada como uma ponderacao, isto é, quanto mais similares ¢ e ¢’ sao,
maior é o peso que a ry  terd na predigao de r. 5. Note que sim(z, y) é um artefato
heuristico, introduzido de modo a diferenciar os niveis de similaridades dos usuérios
(isto é, poder achar um conjunto de pares ou uma vizinhanga mais proxima para

cada usuéario) e também para simplificar o processo de estimar uma avalia¢ao.

Um problema surge quando ¢ usado a soma ponderada, pois nao é levado em
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conta o fato de diferentes usuéarios poderem utilizar a escala de avalia¢oes de forma
diferente. Uma forma de solucionar esse problema é também fazer a normalizagao
das notas. Neste caso, ao invés de utilizar o valor absoluto das avaliacoes, a soma
ponderada ¢é calculada utilizando os desvios em relagao a média das notas do usuéario

correspondente. (Adomavicius and Tuzhilin) 2005)

Tes = Te + k Z sim(c, ) X (ros — )
deC

Onde 7. é a média das avaliacoes do usuério ¢, dada pela equagao:

1
rfc Z Tesy Sc - {S es | Te,s 7& (Z)}

|SC| SESe

Computar as similaridades dos usuérios ou dos itens é um passo critico dos
algoritmos de filtragem colaborativa baseados em memoéria. Em uma abordagem
baseada em itens, a ideia basica para calcular a similaridade entre o item 7 e o item
J € trabalhar apenas com os usuarios que tenham avaliado ambos os itens, para
depois determinar a similaridade entre os dois itens. Em uma abordagem baseada
em usuario, se calcula a similaridade entre os usuarios u e v que tenham avaliado os

mesmos itens. (Su and Khoshgoftaar, 2009)

O calculo das similaridades entre os usuérios em um sistema de recomendagao
colaborativo pode ser feito de diversas formas. As duas abordagens mais populares
sao as abordagens por correlacao e a baseada em cosseno. Para apresenta-las, temos
Szy como o conjunto de todos os itens que ambos os usudrios x e y explicitaram uma
nota, isto &, Sy, ={s € S|rys #0 & r,s # 0}. (Adomavicius and Tuzhilin|
2005))

A correlagao de Pearson é uma abordagem para o célculo de similaridades base-

ada em correlagao:

Zseszy (ros — Ta) (Tys — Ty)

\/Eseszy (ros — Ta)? ZSESW (Tys o fy>2

sim(z, y) =
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Na abordagem baseada em cossenos, os dois usuérios = e y sao tratados como
dois vetores m-dimensional, onde m = |S,,|. Entao a similaridade entre os usuarios

x e y pode ser calculada pelo cosseno do angulo entre os dois vetores:

7ei > To s Ty,
sim(z, y) = cos(Z, §) = ey ey - B

172 < W5l /5 s, 720 s, T

Onde 7 o 3 denota o produto interno entre os vetores & e /.

Também pode ser usado um método de calculo de similaridades baseado em
probabilidade condicional. A similaridade entre um item x e um y vai ser dada
pela probabilidade do usuario consumir o item x dado que ja consumiu o item y, a

expressao pode ser vista a seguir:

Freg(zy)

sim(z, y) = Treq)

Note que diferentes sistemas de recomendacao podem usar diferentes abordagens
para calcular as similaridades e estimar as notas dos usuérios da forma mais eficiente
possivel. Uma estratégia comum é calcular todas as similaridades sim(z, y) anteci-
padamente, nao precisando recalcular-las enquanto nao ha uma mudanca dréastica na
rede de pares. Entao, quando o usuario solicita por uma recomendacao, a nota pode
ser eficientemente calculada sob demanda usando as similaridades pré-computadas.

(Adomavicius and Tuzhilin} 2005))

2.2.1.2 Baseado em modelo

Algoritmos baseados em modelo usam as colecoes das notas para aprender um
modelo, e este é usado para prever as notas. A ideia geral é encontrar um modelo
baseado nas interacoes usuario-item e assim representar as caracteristicas latentes
desses usuérios e itens no sistema, como a classe de preferéncias do usuério ou a

categoria de um item. (Ricci et al., 2011]))

Um exemplo de abordagem probabilistica para Filtragem Colaborativa proposto
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por Breese et al.| (1998), para calcular avaliagoes ainda desconhecidas:

n
Te,s = E<Tc,s) = Z 1 X PI'(?”QS = Z'|7”C7SI,S/ € Sc)

i=0

Presume-se que os valores das avaliagoes sao ntimeros inteiros entre 0 e n e a
expressao Pr ¢ a probabilidade do usuério ¢ dar uma nota em particular ao item s,
dada as avaliagoes do usuéario sobre os itens anteriormente classificados. [Breese et al.
(1998) propoe duas alternativas de modelos probabilisticos para o calculo da pro-
babilidade: modelo por agrupamento (clusters models) e rede Bayesiana (Bayesian

networks).

No primeiro modelo, os usuarios de preferéncias parecidas sao agrupados em
classes ', com o numero de classes e os parametros do modelo sendo aprendidos a
partir dos dados. Assume-se que as avaliagoes dos usuarios sao condicionalmente
independentes, dado que a estrutura do modelo ¢ a de um modelo Bayesiano ingénuo

(Naive Bayes).

Pr(C = ¢, vy,...,v,) = Pr(C = c)HPr(vi|C = ¢)

i=1

Esse modelo é conhecido como modelo de mistura multinomial e pode ser utili-
zado para calcular as probabilidades da expressao anteriormente apresentada. Onde
Pr(C' = c¢) sao as probabilidades de um usudrio pertencer a classe C' e Pr(v; |C = ¢)

sao as probabilidades condicionais de notas dada a classe C.

O segundo modelo representa cada item do dominio como um né da rede Baye-
siana, onde o estado de cada n6 corresponde aos possiveis valores de avaliacao de

cada item, os itens que ainda nao foram avaliados recebem o indicador “no vote”.

E aplicado a seguir um algoritmo para treinar o modelo em cima dos dados, este
algoritmo procura as dependéncias de cada item para montar uma rede. Ao final
cada item tera um conjunto de itens pais e estes terao os melhores valores para uma

predicao de nota.

Cada conjunto de probabilidades condicionais é representada como uma arvore
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de decisao que codifica as probabilidades condicionais para cada né. (Breese et al.|

1998)

A Figura [2.] ¢ um exemplo de uma arvore de decisdo gerada para identificar a
probabilidade de um individuo assistir ou nao ao seriado “Melrose Place”, com os
pais “Friend’s” e “ Beverly Hills, 90210”. Os graficos em baixo da arvore indicam a
probabilidade de um usuério ter assistido ou nao um filme especifico, condicionado

a ter assistido os seriados-pais.

Beverly Hills, 90210 Beverly Hills, 90210
Assistiu Nao Assistiu

Friends Friends
Assistiu Nao Assistiu

Assistiu Assistiu Assistiu
Nao Assistiu Nao Assistiu Nao Assistiu

Figura 2.1: Arvore de decisio para audiéncia de séries (Breese et al., 1998).

2.3 Algoritmos

Sera apresentado a seguir alguns exemplos de algoritmos da literatura sobre os
temas anteriormente abordados. Para um melhor entendimento segue uma explica-
¢ao das variaveis utilizadas:

e U - conjunto de todos os usuarios.

e [ - conjunto de todos os itens.

e 1 - vetor que representa os itens avaliados pelo usuéario u.

1 - vetor que representa os usuarios que avaliaram o item <.

e toplu| - conjunto dos K usuérios mais similares ao usuério u.
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e topli] - conjunto dos K itens mais similares ao item i.

Algoritmo|[I] basico para conhecer e armazenar os K usuérios ou itens mais simila-
res. O algoritmo calcula e compara as similaridades de todos para todos, utilizando
um dos métodos de similaridades mostrado anteriormente, e armazena para cada
usuério ou item os seus K mais similares. Esse método é muito utilizado principal-

mente nos algoritmos baseados em memoria.

Algorithm 1 Algoritmo para armazenar os K itens ou usuérios mais similares
1: para cada u € U faga

2: para cada v € U faga

3: similaridades|ul[v] = sim(u, V)

4: similaridades[v])[u] = similaridades|u][v]
5: similaridades|u][u] = —oo;

6: fim para

7 toplu] = maxy similaridades|u]

8: fim para

9: retorna top

No algoritmo [2, o conjunto R é formado pela uniao de todos os itens avaliados
pelos k usuérios mais similares excluindo desse conjunto os itens que u ja avaliou.
Os itens a serem recomendados serao os N itens de maiores frequéncias no conjunto

C' (Karypis, 2001]).

J& no algoritmo [3| o conjunto R é formado pela unido dos k itens mais similares
aos itens ja avaliados pelo usuario alvo u excluindo desse conjunto os itens que u ja
avaliou. O conjunto C' é formado pelo somatério das similaridades entre cada item
do conjunto R com cada item que o usuario u avaliou. Os itens recomendados serao

os de maiores somatoérios no conjunto C' (Karypis, 2001)).

O algoritmo {] recomenda os itens com as maiores notas previstas pelo algoritmo
userKNN para um dado usuario. Primeiramente é calculado e armazenado os K

usuarios mais similares ao usuario u, como mostrado no algoritmo



2.3. ALGORITMOS 15

Algorithm 2 Algoritmo de recomendacao baseado em usuério (Karypis, [2001)).
1: para cada u € U faga

> R={}
3: para cada v € toplu| faga
4: R=RU7T

5: fim para

6: C=R-u
7. topN|u] = itensMaisFrequentes(C)[1...N]
8 fim para

9: retorna topN

Algorithm 3 Algoritmo de recomendagao T'opN baseado em item (Karypis, [2001)).
1: para cada u € U faga

R = (U topli]) ~

3: para caﬁ; r € R faga

4: Clr] = Y. similaridades|r][i]

1€EU

&

5: fim para
6: topN [u] = ItensDeM aiorSomatorio(C)[1...N]
7. fim para

8: retorna top N

Apo6s o conjunto top[u| ser definido é calculada uma nota para cada item ainda

nao avaliado pelo usuario. Desses sao recomendados os que tiverem as maiores notas

(Adomavicius and Tuzhilin) 2005).

Algorithm 4 Algoritmo userKNN para recomendacgao de itens
1: para cada u € U faga

2: para cada ¢ € {I — u} faga

3: Cli] = media(i) + k| Y similaridades|u,v] * (v; — media(7))]
4: fim para vt

5. topNu| = ItensDeMaioresNotas(C)[1...N]|

6: fim para

7: retorna topN
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Por ultimo, o algoritmo [5| recomenda os itens mais populares até entao, é o tinico
algoritmo baseado em modelo da lista. Pode-se utilizar uma estrutura para armaze-
nar os valores correspondentes a quantidade de vezes que certo item foi consumido

pelos usuarios, de modo a otimizar a procura pelos mais populares.

Algorithm 5 Algoritmo MostPop
1: para cada u € U faga

2 C=0

3: para cada ¢ € {I — u} faga
4: se i ¢ map entao

5: mapli] = count (1)

6: fim se

7 Ci] = mapli]

8: fim para

9: topN [u] = ItensComMaioresValores(C)[1...N]
10: fim para

11: retorna topN

Todos os algoritmos foram apresentados em sua forma classica, ou seja, imple-
mentados como estao documentados na literatura. Isso é importante para que se
tenha um maior controle dos resultados obtidos, afim de comparar seus resulta-
dos com outras implementagoes que venham a ser feitas ou mesmo comparar com

resultados encontrados na literatura.



Capitulo 3

Proposta

3.1 Introdugao

Desde a popularizagao da Internet o comércio eletronico se expandiu oferecendo
intmeras vantagens e desvantagens se comparado com as lojas fisicas. Umas das
desvantagens a principio é a nao possibilidade de receber uma recomendagao para
um item como acontecia com a interagao entre o vendedor e o cliente. Outra carac-
teristica é a capacidade destas lojas virtuais possuirem uma quantidade ilimitada de

produtos.

Nesse cenario surgiram os sistemas de recomendacao para apoiar esses clientes,
sugerindo produtos e servigos de acordo com o gosto de cada pessoa, tornando mais
pessoal o consumo na Internet. Evitando assim que os clientes se sentissem perdidos

com a quantidade de informagao a que sao expostos (Ricci et al., |2011)).

No contexto da Filtragem Colaborativa, existe um conjunto de usuérios U e um
conjunto de itens /. Cada usuéario u define sobre um conjunto de itens I’ um valor
r. Sendo esse valor r definido dentro do conjunto de preferéncias R, que expressa o

interesse do usuario u sobre cada item do conjunto I'.

A Filtragem Colaborativa utiliza como base somente a relagao usuario-item, que
é representada por uma nota. A relacao entre essas duas entidades é normalmente

representada por uma matriz com caracteristicas esparsas, pois pequenas quantida-
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des de relagoes sao definidas se comparado ao tamanho total da matriz. Devido a
sua simplicidade e eficiéncia esse método é um dos mais usados atualmente (Su and
Khoshgoftaar, 2009), necessitando somente do conjunto de preferéncias dos usuarios

sobre os itens.

Um dos grandes problemas para quem comega a estudar a area de sistemas de
recomendacao é a nao disponibilidade dos algoritmos classicos da literatura, for¢cando
o pesquisador a implementa-los para serem usados em sua pesquisa. Ha ainda
problemas que utilizam esses algoritmos cléssicos como entradas para seus proprios,

como exemplo o problema de could start.

Nos tltimos anos surgiram muitos frameworks com o intuito de apoiar pesqui-
sadores e usuarios em geral, lhes poupando tempo. Esses projetos trazem algumas

solugoes ja implementadas de forma que o usuario apenas as aplique.

Utilizar frameworks ou APIs que contenham esses algoritmos ja implementados
é uma boa alternativa para fugir do problema acima descrito. Porém, em meio a
tantos projetos disponiveis, o pesquisador deve escolher aquele que traréd melhores

resultados, seja em termos de eficiéncia ou mesmo em comodidade.

Muitos frameworks hoje em dia trabalham com previsao de notas e recomendacao
de itens, porém a maioria nao é focado em pesquisa ou voltado para educagao.
Muitos ainda sao escritos em linguagens de programagao que nao sao apropriadas
para tal projeto, visto que a aplicacao necessita de desempenho e além disso deve

trazer um certo conforto para o usuario.

Programadores e cientistas preferem linguagens dinamicas de alto nivel para o de-
senvolvimento de algoritmos e anélise de dados, como exemplo MATLAB®), Octave
e SciPi. Contudo, essas linguagens abdicam do desempenho a favor da abstracao,

por isso também nao sao totalmente indicadas para a solugao do problema.
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3.2 Trabalhos relacionados

Atualmente existem muitos projetos que se propoem a auxiliar os usuérios nos

problemas descritos anteriormente.

O MyMediaLite (Gantner et al., 2011]) por exemplo, se propoe a ser uma bibli-
oteca open source para algoritmos de sistemas de recomendagao. Trabalha tanto
com previsao de avaliagao (por exemplo, uma escala de notas de 1 a 5) quanto com
previsao de item somente por retorno positivo (cliques em um item ou compra de
um produto, por exemplo). Pode ser utilizado nas linguagens de programagao C#,

Cloujure, F#, Python e Ruby.

Um dos projetos mais conhecidos atualmente é o Apache Mahout, mas especi-
ficamente o framework Mahout Taste (Ekstrand et al. 2011). Reunindo diversos
algoritmos e técnicas para recomendacao baseado em Filtragem Colaborativa, por
exemplo, User-BasedCF, Item-BasedCF, SVD++ e Fatoragao de matriz com ALS,

dentre outros. Suas solucoes sao eficientemente escalaveis.

Essas duas ferramentas sao voltadas para grandes bases de dados e aplicagoes em
sistemas de producao, mesmo os algoritmos aplicados sendo considerados bésicos.

Por isso eles nao sao indicados quando o contexto é de pesquisa ou educacao.

O framework LensKit (Ekstrand et al., 2011) sim poderia ser aplicado a pesquisa
e educagao, pois possui quatro algoritmos bésicos implementados: User-BasedCF,
Item-BasedCF, Fatoracao de matriz e Slope-One, além de varias ferramentas para
auxiliar a criacao e validacao de modelos. Foi desenvolvido utilizando a linguagem

Java e Groovy.

Outro que pode ser citado é o LibRec (Guo et al., 2015)), uma biblioteca Java
com licenca GPL (software livre). Traz intmeros algoritmos implementados, com

facil configuracao, se propoe a ser mais rapido se comparado a outras bibliotecas.

Porém uma desvantagem ja mencionada anteriormente é a linguagem de pro-
gramacao usada. A linguagem Java dificulta mais do que ajuda os usuarios nesse

contexto. E altamente indicado usar uma linguagem técnica/cientifica para atacar
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o problema.

3.3 Proposta

O objetivo é desenvolver um framework que seja capaz de receber e testar dife-
rentes algoritmos de recomendacao de listas utilizando a abordagem de Filtragem
Colaborativa. O framework sera de facil utilizacao, com um cunho cientifico e edu-
cacional. A linguagem de programacao e os padroes usados no desenvolvimento
nao devem ser uma barreira aos utilizadores/colaboradores do projeto. Com isso o

framework deverd possuir as seguintes caracteristicas:

e O framework precisa ser elaborado para facilitar o aprendizado da area e que

seja de facil utilizagao para um professor em classe de aula.

e Precisa automatizar o processo de avaliacao do desempenho dos modelos im-
plementados utilizando datasets classicos da area e assim centralizando o foco

do pesquisador no desenvolvimento e aprimoramento dos modelos.

e A criagao de novos modelos devera ser feito utilizando minimo esfor¢o do

pesquisador.

Para um desenvolvimento que nao esbarre nos problemas descritos anteriormente,
sera utilizada a linguagem de programagao Julia (Julia). Além de ser uma linguagem
de alto nivel, dindmica de alto desempenho para computacao técnica, tem uma

sintaxe simplificada e possui licenca livre diferentemente do MATLAB®).

3.4 Linguagem de programacao Julia

A area cientifica necessita de uma linguagem de alta performance e que seja de
facil manipulagao, mas o que se vé na pratica é o contrario, muitos programadores
tem usado linguagens dinamicas lentas, pois abdicam da velocidade para obter uma

maior abstracao no codigo.
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A linguagem Julia foi desenvolvida para unir esses dois mundos, gracas as téc-
nicas modernas para criagao de linguagens e compilagao. Julia é uma linguagem
dindmica, apropriada para computacao numeérica e cientifica, com um desempenho

comparavel a linguagens estaticas tradicionalmente utilizadas.

Possui tipagem opcional e ¢ multi-paradigma, combinando caracteristicas de pro-
gramacao imperativa, funcional e orientada a objetos. Sua sintaxe se assemelha ao
GNU Octave ou MATLAB®) trazendo um conforto para aqueles programadores que
j& estao familiarizados com essas linguagens que dominam o cenario da computagao

cientifica.

As caracteristicas que se destacam no Julia em comparagao com outras lingua-

gens dinamicas sao:

A biblioteca padrao foi escrita utilizando a prépria linguagem Julia, incluindo

operadores primitivos como operagoes aritméticas de inteiros.

Uma grande variedade de tipos para construir objetos, que também podem

ser utilizados para fazer declaragoes de tipos.

A habilidade de definir o comportamento de fungoes com base na combinagao

de varios tipos de argumentos.

e Bom desempenho, aproximando-se de linguagens estaticas e compiladas como

C.

A imagem a seguir apresenta uma comparagao de desempenho entre algumas
das principais linguagens de programacao atualmente. A linguagem de programagao
C ¢é utilizada como base para comparacao das demais, 1.0 representa o tempo de
execucao da linguagem C e todas as outras linguagens sao medidas o quanto sua

execucao varia da linguagem C.

A comparacao é feita apos executar diferentes procedimentos e algoritmos, como
ordenar um vetor utilizando o algoritmo QuickSort, por exemplo. Quanto menor for

o resultado da comparacao melhor.
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benchmark

10° ® mandel
parse_int
pi_sum
printfd

s quicksort
IL'.' rand_mat_mul
rand_mat_stat

Fortran Go Java JavaScript Julia Lua Mathematica Matlab  Octave Python R

Figura 3.1: Comparagao das linguagens de programacao (Julia)).

E facil ver a melhor performance com relacio ao tempo de execucao da linguagem
Julia se comparado com outras linguagens de alto nivel de mesmo proposito. Ficando

sempre muito préoxima da linguagem C.

3.5 Arquitetura

Como ja mencionado, o framework Recsys.jl seréd desenvolvido utilizando a lin-
guagem Julia, ja que possui proposito cientifico e educacional. A figura[3.2]apresenta

uma visao dos principais componentes do framework para geracao de listas de reco-

mendacao.
|Rauking |
IEstruturas de dados |Alg01‘itmos de Recomendaqﬁol
Matriz densa Baseado em Memoria | Baseado em Modelo
Vetor denso UserKnn MostPop
Matriz esparsa ItemKnn
vetor esparso }{:rﬁ%gg%

Figura 3.2: Visao geral dos componentes presentes no framework Recsys.jl.

A imagem mostra um diagrama de classes representando a organizacao de
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todas as classes envolvidas no projeto, assim como suas interacoes.

<<interface>>
Dataset
+ Users (int(] =<interface==
+ items : int[] Expaniment
+ size :int[] -
+ preferences : int(] + run() : Object(]
+ getMatrix() : sparseMatrix \L
<<interface==>
Model
userknn ? itemTopN
- delmt_at: sparseMatrix A - Egt_at: sparseMatrix
slint N CFModel skein
- users : int {4 <} - users : int
-items : int 3 - - -items : int
- similarityMetric : function() > BRI IEET e (T 8 Ty - similarityMetric : function()
+ ranking(user : int[]) : int[1[] / \ + ranking(user : int[]) : int[1[]
itemkKnn userTopN
- data : sparseMatrix MostPop - data : sparseMatrix
-k:int - data: sparseMatrix -kiint
-users :int -itemsCount : Map -users: int
-items : int -users : int -items : int
- similarityMetric : function() - items : int - similarityMetric : function()
+ ranking(user : int[]) : int[][] + ranking(user : int[]) : int[][] + ranking(user : int[]) : int[][]

Figura 3.3: Diagrama de classes do framework Recsys.jl.

O modelo para recomendacao em Filtragem Colaborativa ¢ definido como uma
classe que possui dois métodos obrigatorios: mew e ranking. O primeiro carrega
quais sao os procedimentos de criacao no modelo. E o segundo método, rank, recebe
uma lista com os identificadores dos usuarios que necessitam da recomendagao, como

pode ser visto na imagem

type NewModel <: CFModel
rank: :Function
function NewModel(data::Dataset)
this = new()
this.ranking = function(data::Array)
return data
end
return this
end

end

Figura 3.4: Exemplo de criagao de um modelo de Filtragem Colaborativa.
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O tnico parametro obrigatorio no método de criagao do modelo é um Dataset.
Por sua vez, Dataset é uma classe criada com o papel de representar uma base de
dados de Filtragem Colaborativa, ou seja, é constituido com as notas dos usuérios
sobre os itens consumidos. Podendo utilizar como entrada um arquivo CSV contendo
essas informagoes, ou se nenhum parametro for passado, serd usado como padrao a

base MovieLens 100k (Miller et al., 2003).

Para instanciar um novo Dataset, deve ser passado o caminho do diretério do ar-
quivo CSV, podendo explicitar, ou nao, o niimero total de usuéarios, itens e relagoes,

como visto na imagem [3.5]

dataset = Dataset("example/example.csv", 100, 50, 20)
experiment = Recsys.HoldOutTopN(0.9, dataset)
function how_to_create_model(data)

return Recsys.userKNNTopN(data, 20)
end
result = experiment.run(how_to_create_model)

@show result

Figura 3.5: Exemplo de um experimento usando a técnica HoldOut.

Para facilitar a manipulagao desse Dataset em intimeros casos é instanciado
uma estrutura chamada matriz esparsa (SparseMatriz), com intuito de abstrair a
esparsidade da matriz de relagoes usuario-itens que forma o Dataset, problema esse
jé citado anteriormente. Supondo que a matriz esparsa seja indexada por linha e que
cada linha represente um usuério, cada linha seré formada por um vetor contendo

apenas os itens que tenham sido avaliados pelo usuério, sem espagos vazios.

Uma classe para facilitar os procedimentos de avaliacao dos modelos pode ser
definida como visto na imagem [3.6] onde se cria um experimento usando a estraté-
gia chamada Hold-Out (10% para testar e 90% para treinar o modelo) para que o

framework realize os testes.

Além de definir um experimento por HoldOut, pode-se também utilizar a estra-

tégia K-Fold, onde a base é dividida em k& subconjuntos, onde k£ — 1 servem para
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experiment = Recsys.HoldOutTopN(0.9)
function how_to_create_model(data)
return Recsys.userKNNTopN(data, 20)
end
result = experiment.run(how_to_create_model)

@show result

Figura 3.6: Exemplo de um experimento usando a técnica HoldOut.

treinar o modelo e o ultimo subconjunto serve para teste, como visto na imagem 3.7}
na qual é apresentado um experimento executado utilizando apenas o fold 1 para

testes.

experiment = Recsys.KFoldTopN(10)

function how_to_create_model(data)
return Recsys.userKNNTopN(data, 20)

end

fold =1

result = experiment.run(how_to_create_model, fold)

@show result

Figura 3.7: Exemplo de um experimento usando a técnica K-Fold.

Porém utilizando o método K-Fold também ¢é possivel executar todos os subcon-

juntos (folds) ao mesmo tempo, como pode ser visto a seguir.

experiment = Recsys.KFoldTopN(10)
function how_to_create_model(data)
return Recsys.userKNNTopN(data, 20)
end
result = experiment.runAll(how_to_create_model)

@show result

Figura 3.8: Exemplo de um experimento usando a técnica K-Fold.
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Como mostrado, o framework Recsys.jl atende a todos os requisitos para auxiliar

seus usuérios em seus projetos. Seja esse um usudario iniciante ou experiente.



Capitulo 4

Experimentacao

4.1 Introducao

Na sessao anterior foi apresentada a proposta do presente trabalho de um fra-
mework para auxiliar pesquisadores e usuarios em geral que tenham interesse na
area de sistemas de recomendacao. Para tal, esse framework deve seguir preceitos
que resolvam ou diminuam os problemas enfrentados por quem comega a estudar a

area.

Nesse capitulo sera apresentado o comparativo das técnicas implementadas no
framework proposto, essas técnicas também carregam configuragoes especificas que
também serao testadas. O objetivo do experimento ¢ avaliar cada uma das técnicas
e verificar o seu desempenho e estabilidade, seguindo uma série de medidas bem

definidas.

Todos os métodos e frameworks foram executados em um notebook de configu-
ragoes: processador Intel Core 15-3320M (2.66GHz x 4), 8GBs de mémoria RAM e

sistema operacional Ubuntu 15.04 x64.
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4.2 Base de Dados

O conjunto de dados utilizado nos experimentos foi o MovieLens (Miller et al.
. Desenvolvida pelo GroupLenﬂ esta base é baseada em um sistema de re-
comendacao de filmes, o portal possui diversos tamanhos de bases, porém nesse
experimento sera usada a base com 100.000 avaliacoes. Nela existem 943 usudrios
que se relacionam com 1682 filmes por meio de notas de valor inteiro que variam

entre 1 a 5.

35,000 | .

30,000 | |

25,000 | .

20,000 | .

15,000 | |

10,000 | .

5,000 [ I .
1 2 3 4

Notas

Quantidade de Avaliacoes

Figura 4.1: Quantidade de avaliagoes por nota da base MowvieLens.

Como era de se supor, por se tratar de uma base de sistema de recomendacao,
ela possui poucas avaliacoes se comparada com o tamanho total das possibilidades
de relacoes. A proporcao de avaliagoes com relagao ao total, ou seja, o indice de
esparsidade ¢ de 6.30%. A distribuicao das notas possui o comportamento de uma

normal com média 3.5299 e desvio padrao de 1.1257, como mostra a figura [3.§]

(Carmd, 2OT3).

A quantidade de avaliac¢Oes feitas por um usuario possui média de 106.04 avali-

agoes e se comporta como uma distribui¢ao exponencial, como pode se observar na

'http://www.grouplens.org/


http://www.grouplens.org/
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Figura 4.2: Quantidade de avaliagoes por cada usuario da base MovieLens.

Figura [4.1) sendo que a minima é de 20 avaliagbes e a maxima de 737. Essa ca-
racteristica de possuir um valor alto para o minimo de avaliagoes por usuario pode
ser explicado pelas caracteristicas do sistema MowvieLens. Durante o ato de criagao
da conta, o usuario é obrigado a avaliar essa quantidade minima de filmes (Carmo,

2013).

Uma distribui¢ao parecida pode ser vista na Figura[4.2] que representa a quanti-
dade de avaliagoes por filme, com uma média de 59.45 avaliacoes. Como nao ha uma
obrigatoriedade sobre uma quantidade minima de avaliagoes, a quantidade minima

é de 1 avaliagdo e a maxima é de 583 (Carmo, 2013)).

4.3 Metodologia e Organizacao dos Experimentos

Como a proposta é desenvolver um framework para geracao e avaliacao de lis-
tas de recomendacao, os experimentos serao voltados para testar a qualidade dessas
recomendacoes feitas comparando-as com resultados de técnicas encontradas na li-

teratura e em outros frameworks.
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Figura 4.3: Quantidade de avaliacoes de cada filme da base MowieLens.

As medidas serao feitas calculando o Recall, Precision, F'1 Score, MAP e nDCG
das listas de itens recomendados, de modo a quantificar a qualidade da recomendagao
feita. Também serd marcado o tempo de execucao de cada método para que se tenha
uma comparacao de eficiéncia, marcacao essa que s6 contara o tempo de treinamento

mais o tempo de teste do método e seré expressa na forma MM : SS.

e Precision - Também conhecida como valor preditivo positivo. E a fracao dos
itens recomendados corretamente com relacao ao total de itens recomendados

(Herlocker et al., 2004).

litens relevantes Nitens recomendados|

Precision = ,
litens recomendados|

e Recall - Também conhecida como sensibilidade. E a fracao dos itens recomen-
dados corretamente com relacao ao total de itens que deveria ser recomendado

(Herlocker et al. 2004)).

litens relevantes Nitens recomendados|

Recall =

litens relevantes|

e F'1 Score - Une as medidas anteriores por meio de uma média harmonica
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(Herlocker et al. 2004)).

(Recall x Precision)

F18 =2
core i (Recall + Precision)

o MAP - Mean Average Precision Aplica o Precision e Recall em cada posi¢ao
da lista de recomendacdo. E calculado uma média de todas as Precision com
relacdo aos Recall calculados ao longo da lista de recomendacdo (Agichtein

et al., 2000).
MAP = Z AveP(i)

- n
=1

e nDCG - Normalized Discounted Cumulative Gain é uma medida de qualidade
de ranqueamento, que quantifica o ganho da lista de recomendacao se baseando

na posi¢ao de cada item recomendado (Clarke et al., 2008).

n

rel;
7”6[1 + X; log;i
1=

DCG

nDCG:[DOG:

n
relSorted;
relSorted; + 22 P
1=
Cada experimento apresenta a execucao de um método ou mais métodos de
recomendacao, variando os parametros das configuragoes de cada algoritmo para
um melhor ajuste, de modo a comparar seus resultados com as outras técnicas e

frameworks ja estabelecidos, LibRec e MM Lite.

O framework possui dois métodos para validar o modelo submetido ao experi-
mento, HoldOut e KFold, ja citados anteriormente, mas que serao descritos com

mais detalhes nas sessoes 4.3.1 e [4.3.2]

4.3.1 HoldOut

Uma base de dados é separada em dois conjuntos sem intersecao de tamanhos
variados de acordo a necessidade do projeto, porém normalmente usa-se o padrao

de 2/3 para o conjunto de treino e 1/3 para o conjunto de testes.

O conjunto de treino é o responsavel por treinar o modelo que sera avaliado.

Para um sistema de recomendagao, que é o foco do trabalho, o conjunto de testes
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tera 90% das relacoes de preferéncias dos usuarios sobre os itens, informacoes essas

contidas na base de dados.

O conjunto de teste é utilizado ao final da fase de treino, apenas para qualificar o
modelo. Aplicado a um sistema de recomendacao, as relagoes entre usuérios e itens
do conjunto de teste servem de parametro para saber se foi realmente recomendado
um item que o usuario consumiria, ou seja, um item que esteja relacionado ao usuério

no conjunto de teste.

4.3.2 K-Fold

J& no método K-Fold a base de dados é divida em K conjuntos sem intersecao
de igual tamanho, sendo esses chamados de folds. A ideia é parecida com o HoldOut,

porém aqui sao k — 1 conjuntos de treino e apenas 1 conjunto de teste.

Esse procedimento é executado K vezes, alternando circularmente os conjuntos
a cada iteragao, ou seja, a cada execucao um conjunto diferente sera utilizado para
teste. Ao final das K iteragoes, pode ser calculada uma média dos resultados de

cada iteracao por exemplo.

4.3.3 Resultados

Nesta se¢ao serao apresentados os resultados obtidos em cada experimento. E

ao final, sera feita uma analise conclusiva destes resultados.

4.3.3.1 Experimento MostPop

Nesse experimento ¢ apresentado os resultados do algoritmo MostPop com o
tamanho da lista de recomendacao N igual a 5 e a 10. A tabela apresenta os

resultados das medidas Precision, Recall e F'1 Score:

A seguir sao apresentadas as medidas MAP, nDCG e o tempo de execucao de

cada framework:
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MostPop
N=5 N =10
MostPop | Recsys.jl MMLite LibRec | Recsys.jl MMLite LibRec
Precision 0.217 0.212 0.211 0.193 0.192 0.190
Recall 0.071 0.071 0.070 0.115 0.115 0.116
F1 Score 0.107 0.106 0.105 0.144 0.143 0.144

Tabela 4.1: Tabela de resultados e comparagoes do método MostPop.

MostPop
Recsys.gl  MMLite LibRec
MAP 0.186 0.136 0.135
nDCG 0.417 0.479 0.477
Tempo 00:02 00:03 00:03

Tabela 4.2: Tabela de resultados e comparagoes do método MostPop.

4.3.3.2 Experimento UserKnn e ItemKnn

Nesse experimento é apresentado os resultados dos métodos UserKnn e ItemKnn
também com o tamanho da lista de recomendacao N igual a 5 e a 10. Para este
experimento foi definido uma vizinhanca de K igual a 80, ou seja, para fazer a
recomendacao sera utilizado os 80 usuarios mais similares de cada usuario que pre-
cise da recomendagao. Para o célculo das similaridades foi utilizado o método de

similaridades por cosseno.

Segue abaixo as tabelas com os resultados das medidas Precision, Recall e F1

Score:

A seguir seguem as tabelas com os resultados das medidas MAP, nDCG e o

tempo de execucao dos métodos nos frameworks.

4.3.3.3 Experimento UserTopN e ItemTopN

Nesse experimento é apresentado os resultados dos algoritmos UserTopN e Item-

TopN propostos por (Karypis, [2001)) com tamanho da lista de recomendagao N va-
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UserKnn
N=5 N =10
framework | Recsys.jl MMULite LibRec | Recsys.jl MMLite LibRec
Precision 0.394 0.397 0.338 0.322 0.334 0.280
Recall 0.138 0.138 0.116 0.212 0.218 0.182
F1 Score 0.204 0.204 0.172 0.256 0.263 0.220

Tabela 4.3: Tabela de resultados e comparacoes do método UserKNN.

ItemKnn
N=5 N =10
framework | Recsys.jl MMULite LibRec | Recsys.jl MMLite LibRec
Precision 0.220 0.314 0.318 0.190 0.279 0.260
Recall 0.034 0.096 0.103 0.062 0.167 0.164
F1 Score 0.060 0.147 0.155 0.094 0.208 0.201

Tabela 4.4: Tabela de resultados e comparacoes do método ItemKnn.

UserKnn
framework | Recsys.jl MDMLite LibRec
MAP 0.316 0.268 0.208
nDCG 0.450 0.610 0.554
Tempo 12:21 01:21 05:57

Tabela 4.5: Tabela de resultados e comparagoes do método UserKnn.

ItemKnn
framework | Recsys.jl MMLite LibRec
MAP 0.151 0.223 0.187
nDCG 0.379 0.563 0.536
Tempo 21:43 02:19 10:15

Tabela 4.6: Tabela de resultados e comparagoes do método ItemKnn.

riando entre 5 e 10 e assim como o experimento anterior sera utilizado um tamanho

de K igual a 80. Para o calculo de similaridades foi utilizado o método de simila-

ridade por cosseno, para o algoritmo IltemTopN foi utilizado também o método de
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similaridade por probabilidade condicional (representado por ItemTopN/CP).

A tabela a seguir mostra o resultado das medidas Precision, Recall e F'1 Score,
também apresenta a compara¢ao com os outros métodos implementados no fra-

mework Recsys.jl:

Comparativo
Prec@5 Prec@10 Rec@5 Rec@10 F1@5 F1@10
UserKnn 0.394 0.322 0.138 0.212 0.204  0.256
ItemKnn 0.220 0.190 0.034 0.062  0.060  0.094

UserTopN 0.378 0.314 0.131 0.205  0.194 0.249
ItemTopN 0.363 0.300 0.134 0.2056  0.196 0.243
ItemTopN/CP | 0.328 0.268 0.105 0.163  0.159  0.203
MostPop 0.217 0.193 0.071 0.115  0.107 0.144

Tabela 4.7: Tabela de resultados e comparagoes do algoritmo UserKNN.

A seguir sao apresentadas as medidas MAP, nDCG e o tempo de execucao de

cada método no framework Recsys.jl.

Comparativo

MAP nDCG Tempo
UserKnn 0.343 0.534  12:21
ItemKnn 0.151 0.379  21:43
UserTopN 0.348 0.539  02:54
ItemTopN 0.321 0.525  08:20

ItemTopN/CP | 0.269 0.509  07:00
MostPop 0.186 0.417  00:02

Tabela 4.8: Tabela de resultados e comparacgoes do algoritmo UserKNN.

4.3.4 Analise dos Resultados

Todas as implementagoes executadas no framework Recsys.jl tiveram resulta-

dos equiparados aos outros frameworks com relacao a qualidade da recomendagao.
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A tnica excegao foi o método ItemKnn que teve resultados bem menores que os

esperados, erros na implementagao seriam as causas mais provaveis.

Outro ponto que se destaca foram os tempos de execucao cronometrados. A
linguagem Julia tem tudo para ser superior em performance se comparada com
Java e de ao menos se equiparar ao C# (linguagens do LibRec e MyMediaLite
respectivamente) como foi mostrado na sessao 3.4 Mas nao foi o que se viu nos

resultados.

O tempo alto na maioria dos métodos executados pelo Recsys.jl deve-se as imple-
mentagoes dos algoritmos. Pois ainda necessitam ser otimizados utilizando fungoes

e estruturas especificas da linguagem de modo a acelerar a execucgao.

Apesar do desempenho em relagao ao tempo de execucao ter ficado a desejar,
a facilidade no desenvolvimento e utilizacao do framework Recsys.jl é superior aos
demais frameworks aqui listados. Tendo em vista que esse era um dos objetivos a

serem alcangados.



Capitulo 5

Conclusao

5.1 Consideragoes acerca do trabalho

Esse trabalho propos um framework que auxiliasse usuarios no estudo de sistemas
de recomendagao. Foram implementados diversos métodos baseados em filtragem
colaborativa e algumas ferramentas, de modo a diminuir o esfor¢o que um usuario

iniciante enfrentaria ao comecar na érea.

Por ser voltado para um meio educacional, o framework Recsys.jl precisou ser
elaborado de forma simples, de modo a diminuir os problemas que pudessem ocorrer
na utilizacao. Toda sua arquitetura é organizada em modulos de forma a facilitar o
entendimento do usuério e com uma sintaxe simples e de alto nivel proveniente da

linguagem Julia utilizada no desenvolvimento que também auxilia o usuario.

Dessa forma esse trabalho cumpriu com o que foi proposto inicialmente, se equi-
parando em muitos pontos aos principais projetos da area. Tendo conseguido unir

eficiéncia e um bom entendimento, criando facilidades aos seus usuérios.

5.2 Trabalhos futuros

Como ja comentado anteriormente, o desenvolvimento dos métodos e das fer-

ramentas deve ser refatorado utilizando técnicas otimizadas disponibilizadas pela
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linguagem Julia, como também é um projeto recente esté em constante atualiza-
b
¢ao. Novas fungoes e melhorias sao lancadas a cada nova versao e esse trabalho foi

desenvolvido utilizando a versao 0.3.11 do Julia.

Por ser um projeto recente, o Recsys.jl ainda possui poucas técnicas disponibili-
zadas se comparado aos outros frameworks da érea. Por isso em futuras atualizagoes
serd desenvolvido novas abordagens aumentando assim a gama de possibilidades de

algoritmos que o usuério possa escolher.
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